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TÓM TẮT  
Các dịch vụ dựa trên định danh ngày càng phổ biến và mang lại nhiều tiện 

ích cho người dùng. Định danh tự động giúp mang lại các trải nghiệm dịch vụ cao 
cấp cho người thụ hưởng trong rất nhiều lĩnh vực như giáo dục, nghỉ dưỡng, 
chăm sóc sức khỏe, chăm sóc khách hàng. Nhiều mô hình và phương pháp đã 
được đề xuất để giải quyết bài toán định danh người dùng, trong đó kỹ thuật dựa 
trên hình ảnh khuôn mặt được sử dụng rộng rãi do có nhiều ưu điểm về khả năng 
thu thập dữ liệu, khả năng cá biệt hóa. Tuy nhiên, một hệ thống định danh với độ 
chính xác cao và tốc độ theo thời gian thực vẫn là mục tiêu của nhiều nghiên cứu 
trong thời gian gần đây. Trong bài báo này, chúng tôi giới thiệu một phương 
pháp học chuyển tiếp kết hợp giữa mô hình mạng nơ ron nhân tạo CNN và mô 
hình máy véc tơ hỗ trợ SVM cho bài toán này. Một kiến trúc CNN được đề xuất và 
được sử dụng như là bộ trích rút thuộc tính cho mô hình SVM làm nhiệm vụ phân 
lớp các đối tượng. Các kết quả thu được cho thấy sự cải thiện đáng kể về độ chính 
xác trong định danh cũng như thời gian huấn luyện so với các mô hình riêng lẻ. 

Từ khóa: Học chuyển tiếp, mạng nơ ron, trích chọn thuộc tính, SVM. 

ABSTRACT  
Identity-based services are becoming more and more popular and bring 

many benefits to users. Particularly, automatic identification helps bring high-
class service experiences to beneficiaries in many fields such as education, resort 
travel, health care, customer care. Many models and methods have been 
proposed to solve the problem of user identification, in which face image-based 
techniques are widely used due to many advantages in terms of data collection 
ability, personalization. However, an identification system with high accuracy 
and real-time speed is still the goal of many studies in recent times. In this paper, 
we introduce a transfer learning based method that combines CNN and SVM 
models for the face identification problem. A CNN architecture is proposed and 
used as a feature extractor and then, the SVM model for object classification. The 
obtained results show a significant improvement in the accuracy of the image 
classification as well as the training time. 
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1. GIỚI THIỆU 
Dịch vụ dựa trên định danh hiện rất phổ biến trong 

nhiều lĩnh vực và có thể bắt gặp ở nhiều nơi như: Các khu 

nghỉ dưỡng cao cấp, nhà hàng, khách sạn, trung tâm ngoại 
ngữ, thư viện, phòng học, phương tiện giao thông... Định 
danh giúp trả lời cho câu hỏi “ai đang sử dụng dịch vụ?” và 
ràng buộc trách nhiệm của người thụ hưởng cũng như 
giúp quản lý quá trình sử dụng dịch vụ. Từ rất lâu, người ta 
đã có nhiều phương pháp giải quyết bài toán định danh 
như điểm danh, bán vé, sử dụng thẻ. Tuy nhiên, những dịch 
vụ cao cấp thường tìm cách định danh mà không ảnh 
hưởng tới trải nghiệm của khách hàng. Hiện nay, nhiều hệ 
thống đã áp dụng thành công các công nghệ nhận dạng 
khuôn mặt tự động giúp khách hàng có các trải nghiệm tốt 
hơn khi sử dụng dịch vụ. 

Trong lĩnh vực nhận dạng dựa trên sinh trắc học, định 
danh dựa trên khuôn mặt hiện vẫn là chủ đề nghiên cứu sôi 
động trong những năm gần đây. Rất nhiều nghiên cứu đã 
đề xuất các phương pháp khá hiệu quả và được ứng dụng 
rộng rãi trong nhiều lĩnh vực. Trong số đó, các nghiên cứu 
ứng dụng mô hình SVM (Support Vector Machine) và mô 
hình mạng nơ ron tích chập CNN (Convolutional Neural 
Network) đã thu được nhiều kết quả khả quan [1, 6, 9-11, 
15, 20, 21].  

Mô hình SVM được sử dụng từ khá sớm và được hỗ trợ 
bởi các lập luận toán học chặt chẽ. Mô hình này tỏ ra khá 
hiệu quả cho bài toán phân lớp dữ liệu vector nhờ độ chính 
xác cao, tốc độ phân lớp nhanh [7]. Tuy nhiên, để đạt hiệu 
quả cao hơn, các mô hình SVM thường phải kết hợp với các 
kỹ thuật tiền xử lý dữ liệu, trích chọn đặc trưng khá phức 
tạp để giảm nhiễu, giảm số chiều của dữ liệu đầu vào. Với 
vấn đề xử lý dữ liệu có số chiều lớn, nhiều kỹ thuật đã được 
đề xuất với mục tiêu là loại bỏ các thông tin dư thừa, giảm 
không gian lưu trữ và thời gian thực hiện, đồng thời giúp 
cải thiện hiệu suất của mô hình [7, 12, 13]. 

Một trong những ứng cử viên sáng giá để giải quyết bài 
toán định danh từ ảnh khuôn mặt là mạng nơ ron nhân tạo 
(Artificial Neural Network) [1, 9-11, 14]. Chúng có khả năng 
xử lý mạnh mẽ trên các ảnh nhiễu và cơ chế học dựa trên 
kinh nghiệm tỏ ra khá hiệu quả [15]. Các mạng nơ ron truyền 
thống này cũng đòi hỏi các kỹ thuật tiền xử lý dữ liệu khá 
phức tạp như là phân đoạn ảnh, trích chọn đặc trưng, loại bỏ 
thông tin dư thừa để đảm bảo một kết quả phân lớp tốt. 
Trong bối cảnh đó, mạng nơ ron tích chập (CNN) được coi là 
một biến thể của mạng nơ ron nhân tạo có khả năng khắc 



                          CÔNG NGHỆ 

   Tạp chí KHOA HỌC VÀ CÔNG NGHỆ ● Tập 58 - Số 2 (4/2022)                                                            Website: https://jst-haui.vn 50

KHOA HỌC  P-ISSN 1859-3585      E-ISSN 2615-9619 

phục được một số nhược điểm kể trên. Các lớp tích chập 
đóng vai trò như là các bộ lọc nhiễu và dò biên ảnh trong khi 
các lớp lấy mẫu tiếp theo tính toán các giá trị trung bình cục 
bộ đóng vai trò cắt giảm số chiều cho ảnh. Các thao tác này 
cũng giúp cho mạng CNN có khả năng xử lý các ảnh đầu vào 
bị biến dạng, xoay hay co dãn [15]. Các lớp kết nối đầy đủ 
(Fully Connected Layers) thông thường sử dụng hàm 
Softmax cho mục đích phân lớp. Mặc dù vậy, vẫn còn một số 
thách thức lớn cho bài toán nhận dạng khuôn mặt từ ảnh mà 
điển hình là việc xử lý một khối lượng dữ liệu có số chiều lớn 
và nâng cao độ chính xác nhận dạng.  

Với mục đích tăng độ chính xác phân lớp, một số 
nghiên cứu đề xuất xem xét một giải pháp thay thế hàm 
Softmax trong mô hình CNN bằng SVM cho bài toán phân 
lớp hoặc kết hợp hai mô hình này [2, 3, 5, 16-18]. Các kết 
quả nghiên cứu cho thấy việc sử dụng SVM trong mạng nơ 
ron nhân tạo cho một kết quả khả quan hơn so với việc sử 
dụng hàm Softmax thông thường trên một số bộ dữ liệu. 
Năm 2019, A. F. Agarap [4] thực hiện việc thay thế này trên 
một kiến trúc mạng CNN đơn giản với hai lớp tích chập và 
sử dụng Max Pooling. Thay thế cho hàm Softmax là một mô 
hình SVM tuyến tính. Các kết quả thu được trên một số bộ 
dữ liệu cho thấy độ chính xác phân lớp của CNN-Softmax 
và CNN-SVM gần như giống nhau và cần phải tiến hành 
nhiều nghiên cứu hơn nữa. 

Trong bài báo này, chúng tôi đề xuất một mô hình học 
chuyển tiếp (Transfer Learning) [8, 14, 19], là sự kết hợp của 
hai mô hình CNN và SVM, gọi là DSVM. Khác với các mô 
hình thay thế CNN-SVM được giới thiệu trong [4] khi mà 
CNN và SVM được huấn luyện đồng thời trong cùng một 
mô hình, DSVM tách rời quá trình huấn luyện của CNN và 
SVM. Trong đó, một kiến trúc CNN được thiết kế làm nhiệm 
vụ lọc nhiễu, trích rút đặc trưng và giảm số chiều trên ảnh. 
Véc tơ đặc trưng thu được từ mô hình này được xem như 
đầu vào của một mô hình SVM đa lớp. Sự kết hợp này được 
kỳ vọng sẽ tận dụng được ưu điểm của cả hai mô hình khi 
mà CNN thực hiện việc trích chọn đặc trưng rất hiệu quả 
trên ảnh, trong khi SVM lại có độ chính xác phân lớp tốt 
nếu dữ liệu đầu vào được tiền xử lý hiệu quả.   

Phần tiếp theo của bài báo có cấu trúc như sau: Phần 2 
sẽ giới thiệu mô hình SVM và CNN. Trong phần 3, chúng tôi 
giới thiệu mô hình học chuyển tiếp DSVM. Phần 4 được 
dành để trình bày một số kết quả thực nghiệm và cuối 
cùng là một số kết luận. 

2. MÔ HÌNH SVM VÀ CNN 

2.1. Mô hình máy véc tơ hỗ trợ SVM 
Trong phần này, chúng tôi giới thiệu sơ lược về mô hình 

SVM. Để có một mô tả chi tiết hơn, xin xem trong [12, 13]. 
Xét bài toán phân lớp nhị phân. Cho trước một tập dữ liệu 
huấn luyện gồm n mẫu: 

X = (x1, y1), (x2, y2), ..., (xn, yn) ÎRn×(d+1) 

trong đó, xi là một véc tơ trong không gian Rd và  
yi Î-1,1 là tập các nhãn lớp. Một siêu phẳng phân tách 
tập X thành hai miền có dạng:  

f (x) = w, x + b,            (1) 

với w Î Rd và b Î R. Mục tiêu của bài toán huấn luyện 
SVM là tìm ra một siêu phẳng phân tách “tốt nhất” tập X 
theo nghĩa là lề của siêu phẳng (margin) đạt cực đại. Để tìm 
được bộ (w, b) như vậy, ta giải bài toán tối ưu sau: 

min
w,b, 

�
1

2
‖w‖2

2 + C∑  i
�
��� �         (2) 

sao cho thỏa mãn: 

 W:�
(w ,b,) ÎR� ́  R ´ R+

�

yi
(〈w, xi〉 + b) ³ 1-  i, "1 £ i £ n

 

trong đó, ., . là một tích vô hướng được định nghĩa 
trong không gian Rn, i là các biến slack được thêm vào để 
nới lỏng điều kiện phân lớp và C là tham số điều chỉnh. 
Thay vì giải bài toán (2), ta thường xem xét bài toán đối 
ngẫu của nó như sau: 

min


1

2
TH - 1�⃗           (3) 

sao cho thỏa mãn: D:�
yT = 0                        
0 £ i £ C, i = 1,…,n 

. Trong đó,  

y = (y1, y2, …, yn), 1�⃗ là véc tơ với toàn bộ các thành phần 
đều bằng 1 và H là một ma trận đối xứng được xác định bởi: 

Hi, j = yi yj 〈f(xi)f�xj�〉 = yi yj K �xi,xj�                               (4) 

Ở đây, f(.) là một ánh xạ từ không gian ban đầu (input 
space) sang không gian đặc trưng (feature space) có số 
chiều cao hơn nhằm xử lý trường hợp dữ liệu không phân 
tách tuyến tính. Hàm K (.) được gọi là hàm nhân (kernel 
function) được định nghĩa: 

K (x, y) = 〈f(x)f(y)〉          (5) 

2.2. Mô hình mạng nơ ron tích chập 
Hiệu quả của mô hình CNN phụ thuộc rất nhiều vào 

kiến trúc của mạng. Trong phần này, chúng tôi giới thiệu 
một kiến trúc mạng nơ ron tích chập được dùng cho DSVM. 
Mục tiêu là sử dụng một mạng không quá phức tạp nhưng 
vừa đủ cho các mục đích trích chọn đặc trưng và cắt giảm 
số chiều của ảnh. Mô hình được đề xuất (hình 1) bao gồm 3 
khối chính với 3 lớp tích chập (Convolutional layer). Lớp tích 
chập có số lượng các bộ lọc (Filter) được đề xuất lần lượt là 
32, 64 và 128. Sau mỗi lớp tích chập là một lớp gộp (Max 
pooling layer) với kích thước 2´2.  

Tại hai khối đầu tiên, hàm kích hoạt phi tuyến ReLU có 
dạng f(x) = max(0, x) sẽ được thực hiện ngay sau lớp gộp để 
chuyển các giá trị âm thành 0. Tiếp theo, lớp Batch 
Normalization (BN) có vai trò chuẩn hóa các đặc trưng về 
trạng thái zero-mean với độ lệch chuẩn bằng 1. Lớp BN có 
thể giúp tránh được hiện tượng các giá trị rơi vào khoảng 
bão hòa sau khi đi qua các hàm kích hoạt phi tuyến, tức là 
đảm bảo rằng không có giá trị nào quá cao hoặc quá thấp. 
Điều này có thể giúp giảm thiểu hiện tượng quá khớp 
(overfiting).  

Khối thứ 3 cũng là khối cuối cùng trước khi dữ liệu được 
làm phẳng để đi vào phân lớp. Khối này không bao gồm 
các lớp ReLU và BN. Hai lớp kết nối đầy đủ (Fully Connected 
layer - FC) được triển khai. Lớp FC đầu tiên có kích thước 
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256 node. Dữ liệu đầu ra của lớp này cũng được chuyển tới 
các lớp ReLU và BN rồi chuyển tới lớp FC cuối cùng. Lớp FC 
này sử dụng hàm phân loại Softmax với n_class là số lượng 
các lớp tùy thuộc vào bộ dữ liệu.  

Hàm tổn thất (loss function) được sử dụng trong huấn 
luyện mô hình là Sparse categorical cross entropy. Thuật 
toán tối ưu trong quá trình này là Adam. Quá trình huấn 
luyện mô hình kéo dài 42 epoch và batch size là 16. 

 
Hình 1. Mô hình mạng nơ ron tích chập được đề xuất 

3. MÔ HÌNH HỌC CHUYỂN TIẾP DSVM 
Mạng nơ ron tích chập được giới thiệu trong hình 1 có 

thể tóm lược lại thành các bước như sau: 

(1) CONV2D: 3´3, 32 filters, 1 stride, padding: same  

(2) MaxPool: 2´2  

(3) ReLU: max(0, x)  

(4) BatchNormalization  

(5) CONV2D: 3´3, 64 filters, 1 stride, padding: same  

(6) MaxPool: 2´2  

(7) ReLU: max(0, x)   

(8) BatchNormalization  

(9) CONV2D: 3´3 size, 128 filters, 1 stride, padding: same  

(10) MaxPool: 2´2  

(11) Flatten 

(12) FC: 256 hidden neurons, ReLU 

(13) BatchNormalization 

(14) FC: n_class, Softmax 

 
Hình 2. Mô hình học chuyển tiếp DSVM 

Để sử dụng mạng nơ ron này cho mô hình học chuyển 
tiếp DSVM, trước tiên mạng được huấn luyện với đầy đủ 
các bước. Các quá trình tiếp theo được thực hiện như sau: 
Mỗi ảnh đầu vào được đưa qua mạng CNN đã được huấn 
luyện ở trên nhưng bỏ đi các bước (13) và (14). Đầu ra của 

bước (12) được lưu lại dưới dạng một véc tơ đặc trưng 256 
chiều. Trong pha tiếp theo, véc tơ đặc trưng này được 
chuyển tiếp tới một mô hình SVM sử dụng chiến lược phân 
đa lớp one vs one và đóng vai trò như đầu vào của mô hình 
này. Hình 2 minh họa một cách trực quan hơn mô hình 
DSVM. 

4. MỘT SỐ KẾT QUẢ THỰC NGHIỆM 
Chúng tôi tiến hành thực nghiệm các mô hình trên môi 

trường Google Colab với ngôn ngữ lập trình Python. Trước 
tiên, mạng nơ ron tích chập với các bước như mô tả ở trên 
được huấn luyện và phân lớp trên các bộ dữ liệu. Các kết 
quả nhận dạng của mạng này được coi là kết quả của mô 
hình CNN riêng lẻ và được dùng để so sánh với mô hình 
học chuyển tiếp DSVM. Tương tự như vậy, một mô hình 
SVM riêng lẻ cũng được thực thi.  

Các tham số cho mô hình SVM riêng lẻ và trong DSVM 
được xác định như sau. Tham số điều chỉnh C trong (2) 
được chọn cố định là 1. Hàm nhân được sử dụng là 
Gaussian Kernel với tham số  được chọn lần lượt trong tập 
{10-9, 10-8, 10-7, 10-6, 10-5}. Với mỗi bộ dữ liệu và mỗi bộ tham 
số, chúng tôi sử dụng thủ tục 5-fold cross validation để tính 
ra kết quả trung bình. Cuối cùng, kết quả thực nghiệm của 
các mô hình (bao gồm độ chính xác phân lớp - Accuracy, 
Precision, Recall, F1-score, thời gian huấn luyện, thời gian 
phân lớp) trên mỗi bộ dữ liệu là kết quả trung bình tốt nhất 
theo Accuracy của các bộ tham số trên tập dữ liệu đó. 

4.1. Dữ liệu thực nghiệm 
Quá trình thực nghiệm được tiến hành trên 6 bộ dữ liệu 

ảnh khuôn mặt người. Trong đó, bộ TLFace do chúng tôi tự 
thu thập, các bộ còn lại là các bộ dữ liệu phổ biến có thể dễ 
dàng thu thập trên internet. Chi tiết của các bộ dữ liệu xem 
trong bảng 1. 

Bảng 1. Dữ liệu thực nghiệm 

Dữ liệu Số mẫu Số lớp Kích thước 
(pixel) 

Số kênh 
màu 

TLFace 411 20 120´80 3 

AT&T  400 40 112´92 1 

Georgia Tech Face 750 50 211´151 3 

AR Face 2392 92 165´120 3 

The extended Yale Face 2432 38 192´168 1 
FEI Face 2800 200 240´320 3 

4.2. Kết quả thực nghiệm 
Để kiểm tra tính ổn định, tốc độ hội tụ của mô hình CNN 

đề xuất ở trên. Chúng tôi tiến hành thử nghiệm mô hình 
này trên bộ dữ liệu TLFace. Hình 3 và 4 biểu thị độ chính 
xác phân lớp và giá trị của hàm tổn thất qua các lần lặp 
(Epochs) trong quá trình huấn luyện.  

Các kết quả cho thấy tốc độ hội tụ khá nhanh của mô 
hình này trên TLFace (sau khoảng 5 bước lặp). Quá trình 
huấn luyện cũng diễn ra ổn định, không có hiện tượng 
giảm đột ngột (drop) của Accuracy. Các kết quả thử nghiệm 
tiếp theo trên ba mô hình CNN, SVM và DSVM được trình 
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bày trong bảng 2. Trong đó, chỉ số về độ chính xác phân 
lớp trên các bộ dữ liệu huấn luyện (Training set) và dữ liệu 
kiểm tra (Test set) được báo cáo. 

 
Hình 3. Độ chính xác phân lớp của CNN qua các lần lặp (Epochs) 

 
Hình 4. Giá trị hàm tổn thất của CNN qua các lần lặp (Epochs) 

Bảng 2. Độ chính xác phân lớp trên bộ dữ liệu TLFace 

Dữ liệu CNN SVM DSVM 

Training set 100% 98,97% 99,57% 

Test set 95,13% 89,29% 99,51% 

Các kết quả này cho thấy mô hình CNN được đề xuất 
đảm bảo một độ chính xác phân lớp tốt hơn mô hình SVM 
trên dữ liệu TLFace và với các tập tham số được chọn. 
Trong trường hợp này, CNN cũng cho kết quả tốt nhất 
trong ba mô hình trên tập dữ liệu huấn luyện. Tuy nhiên, 
với dữ liệu kiểm tra (test set), DSVM có độ chính xác đạt 
hơn 99%, tốt hơn so với hơn 95% của CNN và hơn 89% của 
SVM.  

Với kết quả này, chúng tôi tiến hành thực nghiệm chi 
tiết hơn với các bộ dữ liệu còn lại. Thay vì chỉ đánh giá trên 
Accuracy, các mô hình còn được đánh giá trên nhiều độ đo 
khác nhau. Các kết quả được thực hiện chỉ trên tập dữ liệu 
kiểm tra (test set).  

Bảng 3. Độ chính xác phân lớp và thời gian thực thi của các mô hình 

Dữ liệu 
Accuracy (%) Training time (s) Testing time (s) 

CNN SVM DSVM CNN SVM DSVM CNN SVM DSVM 

AT&T 98,25 97,75 99,25 6,18 3,69 0,10 0,11 0,47 0,01 

Georgia Tech 
Face 95,47 85,33 99,60 35,96 126,97 0,28 0,15 15,78 0,05 

AR Face 99,96 65,34 100 70,95 820,16 3,39 0,21 102,84 0,57 

The extended 
Yale Face 

99,18 83,76 99,84 95,79 338,68 0,70 0,3 53,54 0,34 

FEI Face 93,68 - 99,21 540,23 - 3,98 1,26 - 1,06 

Bảng 4. Kết quả thử nghiệm các mô hình trên một số độ đo khác 

Dữ liệu 
Precision (%) Recall (%) F1-score (%) 

CNN SVM DSVM CNN SVM DSVM CNN SVM DSVM 

AT&T 98,25 97,75 99,25 98,25 97,75 99,25 98,25 97,75 99,25 

Georgia 
Tech Face 

95,47 85,33 99,60 95,47 85,33 99,60 95,47 85,33 99,60 

AR Face 99,96 65,34 100 99,96 65,34 100 99,96 65,34 100 

The 
extended 
Yale Face 

99,18 83,76 99,84 99,18 83,76 99,84 99,18 83,76 99,84 

FEI Face 93,68 - 99,21 93,68 - 99,21 93,68 - 99,21 

Bảng 3 trình bày các kết quả trên các độ đo Accuracy, 
thời gian huấn luyện và thời gian phân lớp của các mô 
hình. Các kết quả thử nghiệm cho thấy: 

 Mô hình SVM cho kết quả khá tốt trên các bộ dữ liệu 
thử nghiệm. Độ chính xác phân lớp trên test sets đạt từ 
65,34 tới 97,75%, trung bình đạt 83%. Tuy nhiên, với dữ liệu 
đầu vào là ảnh ban đầu và không có các bước tiền xử lý 
hiệu quả cũng như không được hỗ trợ tính toán bởi GPU, 
mô hình SVM không thực thi được trên FEI Face.  

 Mô hình CNN cho kết quả tốt hơn SVM về cả độ chính 
xác phân lớp lẫn thời gian thực thi. Kết quả thử nghiệm trên 
các bộ dữ liệu kể trên cho thấy: CNN có độ chính xác phân 
lớp lớn hơn 93,68%, trung bình đạt 97,31%. Kết quả này tốt 
hơn SVM trên tất cả các bộ dữ liệu thử nghiệm. Hơn nữa, 
CNN còn cho thấy một độ ổn định về độ chính xác phân 
lớp. Thời gian huấn luyện và thời gian phân lớp của CNN 
cũng nhanh hơn SVM trên tất cả các bộ dữ liệu mà SVM có 
thể thực thi. Điều này một phần là nhờ CNN được hỗ trợ 
tính toán bởi GPU, trong khi SVM thì không.  

 DSVM cho kết quả tốt hơn CNN về độ chính xác phân 
lớp trên tất cả các bộ dữ liệu thử nghiệm (giao động từ 
99,21 tới 100%, trung bình đạt 99,58%). Các kết quả này 
cũng cho thấy một sự ổn định của DSVM trên các bộ dữ liệu 
khác nhau. Hơn nữa, thời gian huấn luyện và thời gian phân 
lớp cũng nhanh hơn hoặc xấp xỉ với mô hình CNN. 

Các kết quả thử nghiệm với các độ đo khác như 
Precision, Recall, F1-score (bảng 4) cũng cho kết quả tương 
tự: CNN cung cấp các kết quả tốt hơn SVM trên tất cả các 
bộ dữ liệu mà SVM có thể thực thi và DSVM cho kết quả ổn 
định, tốt hơn CNN trên tất cả các trường hợp thử nghiệm. 

5. KẾT LUẬN 
Trong bài báo này, chúng tôi giới thiệu một kỹ thuật 

học chuyển tiếp trên mạng nơ ron tích chập CNN và mô 
hình SVM, gọi là DSVM cho bài toán định danh dựa trên 
khuôn mặt từ ảnh. Trước tiên, chúng tôi đề xuất một mô 
hình CNN đơn giản cho mục đích này. Sau khi huấn luyện 
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mô hình CNN trên các tập dữ liệu, chúng tôi tiến hành loại 
bỏ lớp kết nối đầy đủ cuối cùng và đầu ra của mạng nơ ron 
lúc này là một véc tơ đặc trưng. Dữ liệu đặc trưng này được 
chuyển tiếp tới một mô hình SVM phân đa lớp theo chiến 
lược one vs one để cho ra kết quả phân lớp cuối cùng. Các 
kết quả thu được trên một số bộ dữ liệu thử nghiệm cho 
thấy sự cải thiện đáng kể về hiệu suất của mô hình DSVM 
bao gồm độ chính xác phân loại cũng như thời gian huấn 
luyện cùng một số độ đo khác so với các mô hình riêng lẻ 
ban đầu. 
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